Inteligenta artificiala
Laboratorul 7

Algoritmul de retro-propagare (backpropagation)

1. Obiectiv

Obiectivul acestui laborator este prezentarea algoritmului de retro-propagare (engl.
“backpropagation”), utilizat pentru antrenarea retelelor neuronale de tip perceptron multi-strat.

2. Descrierea algoritmului

Retelele neuronale au capacitatea de a invata, insd modalitatea concretd in care se realizeaza
acest proces este data de algoritmul folosit pentru antrenare. O retea se considera antrenata daca
aplicarea unui vector de intrare conduce la obtinerea unei iesiri dorite, sau foarte apropiate de
aceasta.

Antrenarea consta in aplicarea secventiald a diferiti vectori de intrare si ajustarea ponderilor
din retea in raport cu o procedurd predeterminati. In acest timp, ponderile conexiunilor converg
gradual spre anumite valori pentru care fiecare vector de intrare produce vectorul de iesire dorit.
Dupa aplicarea unei intrari, se compara iesirea calculatd cu iesirea dorita, dupa care diferenta este
folosita pentru modificarea ponderilor cu scopul minimizarii erorii la un nivel acceptabil.

Algoritmul backpropagation este cel mai cunoscut si utilizat algoritm de antrenare pentru
retele neuronale de tip perceptron multi-strat. Numit si algoritmul delta generalizat, el se bazeaza
pe minimizarea diferentei dintre iesirea dorita si iesirea reala, prin metoda gradientului descendent.
Se defineste gradientul unei functii F(x,y,z,...) drept:

Gradientul ne spune cum variaza functia in diferite directii. Ideea algoritmului este gasirea
minimului functiei de eroare in raport cu ponderile conexiunilor. Eroarea este data de diferenta
dintre iesirea dorita si iesirea efectiva a retelei. Cea mai utilizatd functie de eroare este eroarea
medie patraticd (engl. “mean squared error”, MSE). Daca avem in multimea de antrenare K vectori
iar reteaua are N iesiri, atunci:
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unde Y, este valoarea dorita la iesirea n a retelei pentru vectorul k, iar y,, este iesirea efectivi a
retelei.



Algoritmul pentru un perceptron multi-strat cu un singur strat ascuns este urmatorul:
Pasul 1: Initializarea

Toate ponderile si pragurile retelei sunt initializate cu valori aleatorii nenule, distribuite
uniform Tntr-un mic interval, de exemplu (- 0.1, 0.1).

Daca valorile acestea sunt 0, gradientii care vor fi calculati pe parcursul antrenarii vor fi tot
0 (daca nu exista o legatura directa intre intrare si iesire) si reteaua nu va invata. Este chiar indicata
incercarea mai multor antrendri, cu ponderi initiale diferite, pentru gasirea celei mai bune valori
pentru functia cost (minimul erorii). Dimpotriva, daca valorile initiale sunt mari, ele tind sa satureze
unititile respective. Tn acest caz, derivata functiei sigmoide este foarte mici. Ea actioneazi ca un
factor de multiplicare in timpul invatarii si deci unitatile saturate vor fi aproape blocate, ceea ce face
invatarea foarte lenta.

Pasul 2: O noua epoca de antrenare

O epoca reprezintd prezentarea tuturor exemplelor din multimea de antrenare. Tn majoritatea
cazurilor, antrenarea retelei presupune mai multe epoci de antrenare.

Pentru a pastra rigoarea matematica, ponderile vor fi ajustate numai dupa ce toyi vectorii de
test vor fi aplicati retelei. In acest scop, gradientii ponderilor trebuie memorati si ajustati dupa
fiecare vector din multimea de antrenare, iar la sfarsitul unei epoci de antrenare, se vor modifica
ponderile o singura data. Exista si varianta “on-line”, mai simpla, in care ponderile sunt actualizate
direct; Tn acest caz, poate conta ordinea in care sunt prezentati retelei vectorii de test.

Se initializeaza corectiile ponderilor si eroarea curentd cu 0: Aw; =0, E = 0.

Pasul 3: Propagarea semnalului inainte
3.1. La intrarile retelei se aplica un vector din multimea de antrenare.

3.2. Se calculeaza iesirile neuronilor din stratul ascuns:
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unde n este numarul de intrari ale neuronului j din stratul ascuns, iar f este functia de activare
sigmoida.

Pentru simplitate, pragul este considerat ca fiind ponderea unei conexiuni suplimentare a
carei intrare este intotdeauna egala cu 1. Expresia de mai sus devine acum:

n+1
y; = f(in-wij].
i=1



3.3. Se calculeaza iesirile reale ale retelei:

m+1
Yy = f[zyj 'ijj,
j=1

unde m este numarul de intrari ale neuronului K din stratul de iesire.

3.4. Se actualizeaza eroarea medie patratica pe epoca:

Zzefn ZZ(ySn - ykn)2
MSE == o — .
K-N K-N

Pasul 4: Propagarea erorilor inapoi si ajustarea ponderilor
4.1. Se calculeaza gradientii erorilor pentru neuronii din stratul de iesire:

o, =f"e.,

unde f' este derivata functiei de activare iar eroarea e, = y{ -, .

Daca folosim sigmoida unipolara, derivata acesteia este:

FO0= S (x)-A- ().
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Vom avea:
O = Yi '(1_ yk)'ek .
4.2. Se actualizeaza corectiile ponderilor dintre stratul ascuns si stratul de iesire:
AWy =AW, +a-y; -6,
unde « este rata de invatare.

4.3. Se calculeaza gradientii erorilor pentru neuronii din stratul ascuns:
|
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k=1

unde | este numarul de iesiri ale retelei.



4.4. Se actualizeaza corectiile ponderilor dintre stratul de intrare si stratul ascuns:
AW, = AW, +a - X -5j .

Pasul 5. O noua iteratie

Daca mai sunt vectori de test in epoca de antrenare curenta, se trece la pasul 3.
Daca nu, se actualizeaza ponderile tuturor conexiunilor pe baza corectiilor ponderilor:

W =W + Awij .

Daca s-a incheiat o epoca, se testeaza daca s-a indeplinit criteriul de terminare (E < Epax SaU
atingerea unui numar maxim de epoci de antrenare). Dacd nu, se trece la pasul 2. Daca da,
algoritmul se termina.

3. Considerente practice

Tn implementarea algoritmului, apar o serie de probleme practice, legate in special de
alegerea parametrilor antrenarii si a configuratiei retelei.

In primul rind, o rati de invitare mici determini o convergenta lentd a algoritmului, pe
cand una prea mare poate cauza esecul (algoritmul va ,,sari” peste solutie). Pentru probleme relativ
simple, o ratd de invatare o = 0.5 este acceptabila, insa in general se recomanda rate de invatare n
jurde 0.1 -0.2.

Este recomandata preprocesarea si postprocesarea datelor, astfel incét reteaua sa opereze cu
valori scalate, de exemplu Tn intervalul [0.1, 0.9] pentru sigmoida unipolara.

O alti problemai caracteristicd acestui mod de antrenare este dati de minimele locale. Intr-un
minim local, gradientii erorii devin O si invatarea nu mai continud. O solutie este incercarea mai
multor antrendri independente, cu ponderi initializate diferit la inceput, ceea ce creste probabilitatea
gasirii minimului global. Pentru probleme mari, acest lucru poate fi greu de realizat si atunci pot fi
acceptate si minime locale, cu conditia ca erorile sa fie suficient de mici. De asemenea, se pot
incerca diferite configuratii ale retelei, cu un numar mai mare de neuroni in stratul ascuns sau cu
mai multe straturi ascunse, care in general conduc la minime locale mai mici. Totusi, desi minimele
locale sunt intr-adevér o problema, in practica nu reprezinta dificultati de nesolutionat.

O chestiune importanta este alegerea unei configuratii cat mai bune pentru retea din punct de
vedere al numarului de neuroni in straturile ascunse. In multe situatii, un singur strat ascuns este
suficient. Nu exista niste reguli precise de alegere a numarului de neuroni. In general, reteaua poate
fi vazuta ca un sistem in care numarul vectorilor de test Tnmultit cu numarul de iesiri reprezinta
numarul de ecuatii iar numarul ponderilor reprezinta numarul necunoscutelor. Ecuatiile sistemului
sunt Tn general neliniare si foarte complexe si deci este foarte dificild rezolvarea lor exacta prin
mijloace conventionale. Algoritmul de antrenare urmareste tocmai gasirea unor solutii aproximative
care sd minimizeze erorile.

O retea neuronald trebuie sd fie capabila de generalizare. Dacd reteaua aproximeaza bine
multimea de antrenare, aceasta nu este o garantie ca va gasi solutii la fel de bune si pentru datele din
alta multime, cea de test. Generalizarea presupune existenta in date a unor regularitati, a unui model
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care poate fi invatat. In analogie cu sistemele liniare clasice, aceasta ar insemna niste ecuatii
redundante. Astfel, dacd numarul de ponderi este mai mic decat numarul de vectori de test, pentru o
aproximare corectd reteaua trebuie sa se bazeze pe modelele intrinseci din date, modele care se vor
regasi si in datele de test. O reguld euristica afirma ca numarul de ponderi trebuie sd fie In jur sau
sub o zecime din produsul dintre numarul de vectori de antrenare si numarul de iesiri. Tn unele
situatii insa (de exemplu, daca datele de antrenare sunt relativ putine), numarul de ponderi poate fi
chiar jumatate din produs.

Pentru un perceptron multi-strat se considera ca numarul de neuroni dintr-un strat trebuie sa
fie suficient de mare pentru ca acest strat sa furnizeze trei sau mai multe laturi pentru fiecare
regiune convexa identificata de stratul urmator. Deci numarul de neuroni dintr-un strat ar trebui sa
fie aproximativ de trei ori mai mare decét cel din stratul urmator.

Dupa cum am mentionat, un numar insuficient de ponderi conduce la ,,sub-potrivire”
(engl. “underfitting”), in timp ce un numar prea mare de ponderi conduce la ,,supra-potrivire”
(engl. “overfitting”), fenomene prezentate in figurd. Acelasi lucru apare daca numarul de epoci de
antrenare este prea mic sau prea mare.
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O metoda de rezolvare a acestei probleme este oprirea antrendrii Tn momentul in care se
atinge cea mai buna generalizare. Pentru o retea suficient de mare, eroarea de antrenare scade in
mod continuu pe masura ce creste numarul epocilor de antrenare. Totusi, pentru date diferite de cele
din multimea de antrenare (multimea de test), se constatd ca eroarea scade la inceput pana la un
punct Tn care incepe din nou sa creasca. De aceea, oprirea antrendrii trebuie facutd in momentul
cand eroarea pentru multimea de test este minima.

Cea mai simpla modalitate de a estima capacitatea de generalizare este impartirea multimii
de date disponibile in 2/3 pentru antrenare si 1/3 pentru testare. Antrenarea se opreste atunci cand
incepe sd creasca eroarea pentru multimea de validare, moment numit ,punct de maxima
generalizare”. In functie de performantele retelei in acest moment, se pot incerca apoi diferite
configuratii, crescand sau micsorand numarul de neuroni din stratul (sau straturile) ascuns(e).

O metoda mai laborioasa, dar care este cea mai utilizata pentru evaluarea si compararea
performantelor modelelor de invatare, este validarea incrucisata (engl. “cross-validation™), Tn care
datele sunt impartite Tn n grupuri (de obicei 10), n — 1 grupuri se folosesc pentru antrenare, iar al
n-lea pentru testare. Procesul se repeta de n ori, schimband grupul de test. Tn final, se face media
performantelor obtinute pentru cele n grupuri de test.



4. Aplicatie

Implementati algoritmul backpropagation pentru o retea neuronala de tip perceptron multi-
strat, cu un singur strat ascuns si cu doi neuroni Tn stratul ascuns, cu scopul de a invata functii logice
binare.

Wa
Stratde f Strat de
0,

intrare iesire

Strat ascuns

Programul trebuie sa permita introducerea intr-o forma convenabild (de exemplu, dintr-un
fisier sau direct de la consola) a parametrilor algoritmului: numar maxim de epoci de antrenare, rata
de Invatare etc., precum si a functiei care trebuie aproximate. De exemplu, pentru functia SI:

X1 |X2|)Ys
0|0 O
0|10
1(0/|0
1 (1|1

se va introduce “0 0 0 17, pentru functia XOR se va introduce “0 1 1 0” s.a.m.d.

Modalitatea de notare

(0.1 p) introducerea datelor

(0.1 p) functia de activare sigmoida

(0.1 p) propagarea Tnainte

(0.1 p) gradientii si corectia ponderilor pentru stratul de iesire (pentru propagarea inapoi)
(0.1 p) gradientii si corectia ponderilor pentru stratul ascuns (pentru propagarea inapoi)
(0.1 p) actualizarea ponderilor, procedura iterativa de antrenare, afisarea rezultatelor



